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2. BÖLÜM 
DİJİTALLEŞME ÇAĞINDA ÜRETİM ÇİZELGELEME: KLASİK 

MODELLERDEN YAPAY ZEKÂ TABANLI YAKLAŞIMLARA GEÇİŞ 

Murat RUHLUSARAÇ1 

Giriş 

Üretim sistemleri, özellikle sanayileşme ile birlikte buhar gücünün kitle 

üretimine entegrasyonuyla hız kazanmış, bilişim teknolojilerinin gelişimiyle 

de yeni bir ivme kazanmıştır. Emek yoğun üretim süreçleri, yerini otomatik 

üretim sistemlerine bırakmaya başlayınca, dijitalleşme ve endüstriyel 

dönüşümün temelleri de atılmıştır. Bu dönüşüm, siber-fiziksel sistemlerin 

getirdiği gerçek zamanlı veri akışı ve merkeziyetsiz karar alma yetenekleri 

sayesinde, üretim süreçlerinin dinamik yapısına uyum sağlamayı 

kolaylaştırmaktadır (Rossit vd., 2019). Dijital dönüşüm, üretim sistemlerini 

statik planlama yaklaşımlarından kurtararak veri odaklı ve esnek süreçlere 

geçişi zorunlu kılmaktadır (Ivanov vd., 2021). Bu doğrultuda, Endüstri 4.0'ın 

temel bileşenleri olan dijital ikizler ve gerçek zamanlı üretim analitiği, 

sahadaki anlık değişimleri dinamik olarak sisteme yansıtarak süreçlerin 

otonom bir şekilde revize edilmesine olanak tanır (Zanchettin, 2022). 

Ancak bu teknolojilerin operasyonel düzeye indirgenmesi; Nesnelerin 

İnterneti (IoT), bulut tabanlı üretim ve büyük veri analitiği gibi katmanların 

entegrasyonundan kaynaklanan ciddi teknik sınırları da beraberinde getirir 

(Luo vd., 2023; Parente vd., 2020). Sürece merkeziyetsiz karar 

mekanizmalarının ve otonom ajanların dahil edilmesi, özellikle süreç tasarımı 

ile enerji/güç yönetimi gibi hibrit kısıtların eş zamanlı optimize edilmesini 

zorlaştırmaktadır (Destouet vd., 2023; Mourtzis, 2022). Diğer taraftan, 

sistemlerin ölçeklenebilirliği ve yüksek boyutlu veriler altındaki hesaplama 

yükü, belirsizlik anlarında dirençli (resilient) bir çizelgeleme yapısı 

kurulmasının önündeki en büyük engellerden biridir. Tam da bu tıkanma 

noktalarında devreye giren derin öğrenme temelli yaklaşımlar ve pekiştirmeli 

öğrenme (reinforcement learning) algoritmaları, otonom politika öğrenme 
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yetenekleri sayesinde dinamik çizelge güncellemelerindeki hesaplama 

darboğazlarını aşmayı kolaylaştırır (Itu, 2025). 

Yine de tam kapasiteli bir dönüşüm için sistemlerin birlikte çalışabilirliği, 

veri işleme hızları ve yapay zekâ çıktılarının açıklanabilirliği (explainability) 

gibi teknik pürüzlerin giderilmesi şarttır (Ngwu vd., 2026; Singh vd., 2026). 

Bu pürüzler aşıldığında, fiziksel hatlar ile dijital ikizler arasında kurulacak 

sürekli geri besleme döngüsü, operasyonel kararların doğruluğunu artırarak 

tesise yüksek esneklik ve ekonomik verimlilik kazandırır (Rossit vd., 2019). 

Sonuç olarak, bu yeni nesil dijital yaklaşımlar, toplam tamamlanma süresi 

(makespan) ve gecikme oranlarının azaltılmasında geleneksel yöntemlere 

kıyasla daha dirençli ve sürdürülebilir bir performans sergilemektedir (Itu, 

2025). Ancak tüm bu otomasyon odaklı süreçlerde, insanın sahip olduğu karar 

verme esnekliğinin ve örtük bilginin (tacit knowledge) göz ardı edilmemesi, 

sistem verimliliği ile insan faktörü arasında hassas bir dengenin kurulması, 

operasyonel mükemmellik için kritik bir gerekliliktir (De Felice vd., 2025). 

Klasik Üretim Çizelgeleme Yaklaşımları 

Üretim çizelgeleme, en genel tanımıyla, kısıtlı kaynakların belirli zaman 

dilimlerinde görevlere tahsis edilerek operasyonel verimliliğin en üst düzeye 

çıkarılması sürecidir (Graves, 1981). Sürecin temel amacı, işlerin belirli 

sıralama kuralları doğrultusunda makinelere atanması, böylece kaynak 

kullanımının optimize edilerek belirlenen üretim hedeflerine ulaşılmasıdır 

(Saraç ve Tutumlu, 2021). Çizelgelemenin özünü oluşturan faaliyet, kaynak 

ve zaman üçlüsü, işletmelerin mevcut kapasitelerini etkili bir şekilde 

kullanarak müşteri taleplerini teslim tarihlerini aksatmadan karşılamasına 

olanak tanır (Takan ve Saraç, 2022). Dolayısıyla başarılı bir çizelgeleme 

mekanizması, makinelerin kesintisiz çalışacağı gibi idealize varsayımlar 

yerine, sahadaki kısıtlı kaynakları gerçekçi kısıtlarla modelleyerek 

operasyonel kârlılığa doğrudan katkı sağlar (Altunay ve Eren, 2017; Furugi, 

2021; Küpeli vd., 2020). 

Literatürde çizelgeleme problemleri genellikle makine ortamı, işlem 

karakteristikleri ve optimize edilmek istenen amaç fonksiyonlarını içeren üçlü 

bir yapı ile karakterize edilir (Nguyen vd., 2017). Bu problemler makine 

yerleşimlerine göre tek makine, paralel makine, akış tipi ve atölye tipi olmak 

üzere dört ana kategoride sınıflandırılır (Saraç ve Özçelik, 2023). Özellikle 

esnekliğin yüksek olduğu atölye tipi üretim sistemlerinde temel performans 
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kriterleri: makinelerin toplam boşta kalma sürelerini en aza indirme, toplam iş 

tamamlama süresini (makespan) minimize etme ve işlerin teslim tarihlerine 

uyumunu artırma hedefleri üzerinde yoğunlaşır (Altunay ve Eren, 2016; 

Dikmen vd., 2023). Öte yandan, birden fazla ürünün ve birbirinden farklı 

üretim rotalarının bulunduğu karmaşık endüstriyel sistemlerde alternatif 

senaryoları manuel yöntemlerle değerlendirmek son derece zordur. Bu durum, 

optimum ya da optimuma yakın çözümlere ulaşmak için analitik yaklaşım ve 

matematiksel programlama tekniklerinin kullanımını ön plana çıkarmaktadır 

(Günday ve Fığlalı, 2024). 

Problem Yapıları 

Çizelgeleme problemleri, iş merkezlerinin kapasite kısıtları, operasyonel 

öncelik ilişkileri ve işlerin hazır olma zamanları (release dates) gibi temel 

parametreler etrafında şekillenir (Bakır vd., 2023; Şaştım ve Hasgül, 2023). 

Performans kriterleri açısından, özellikle toplam tamamlanma süresinin 

(makespan) ve gecikme cezalarının en aza indirilmesi, sistem verimliliğini 

belirleyen başlıca hedefler olarak kabul edilir (Guzmán vd., 2022). Öte 

yandan, işlerin atanacağı makine ve kalıp kombinasyonlarına esneklik 

kazandırılması çözüm uzayını genişleterek problemin hesaplama 

karmaşıklığını ciddi ölçüde artırır. Operasyonların alternatif makinelerde de 

yürütülebildiği bu esnek atölye tipi yapılar, kaynakların etkin kullanımı ve 

dengeli iş yükü dağıtımı için meta-sezgisel (meta-heuristic) yöntemlerin 

kullanımını adeta zorunlu kılmaktadır (Saraç ve Tutumlu, 2022). 

Günümüz üretim ekosisteminde enerji tasarrufu gibi sürdürülebilirlik 

odaklı stratejilerin sürece dâhil edilmesi, makine hızlarını ayarlama gibi yeni 

karar değişkenlerini denkleme katmaktadır. Bu durum, geleneksel 

çizelgeleme modellerini çok amaçlı bir optimizasyon çerçevesine taşır 

(Bektur, 2020). Dolayısıyla, önceliklerin dinamik olarak değişebildiği bu 

üretim ortamlarında, tek bir optimum çözüm kümesi yerine karar vericilere 

farklı ödünleşmeleri (trade-off) ve alternatif senaryoları sunabilen esnek karar 

destek sistemlerine duyulan ihtiyaç kritik bir boyut kazanmaktadır (Sarıçiçek, 

2018). 

Klasik çizelgeleme problemlerini dört ana grupta toplayabiliriz: 

• Tek makine problemleri 

• Paralel makine problemleri 
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• Akış tipi problemler 

• Atölye tipi problemler 

Tek makine ortamındaki sıra belirleme algoritmaları, işlerin tek bir kaynak 

üzerindeki işlem sırasını optimize ederek operasyonel verimliliği en üst 

düzeye çıkarmayı amaçlar. Bu doğrultuda literatürde sıkça başvurulan 

sezgisel yaklaşımlardan biri olan En Kısa İşlem Süresi (SPT) kuralı, kısa süren 

işlere öncelik vererek toplam akış süresini ve dolayısıyla işin tamamlanma 

zamanını etkili bir şekilde minimize eder. Zamanında teslimat performansını 

artırmayı amaçlayan En Erken Teslim Tarihi (EDD) kuralı doğrudan işlerin 

termin sürelerine odaklanırken, işlerin önem derecelerini de sürece dahil eden 

Ağırlıklı En Kısa İşlem Süresi (WSPT) gibi öncelik tabanlı yaklaşımlar, 

ağırlıklı toplam tamamlama süresinin optimizasyonunda tercih edilir. Öte 

yandan, tek bir kritere odaklanmanın yetersiz kaldığı daha kapsamlı 

senaryolarda, işlerin ağırlıklarıyla birlikte erken bitirme (earliness) ve geç 

kalma (tardiness) cezalarını eş zamanlı olarak en aza indiren çok amaçlı/çok 

kriterli modeller ön plana çıkmaktadır (Lokman, 2020). 

Paralel makine problemleri, işlerin birden çok makineye atanıp sıralandığı 

çizelgeleme problemleridir (Chen ve Powell, 1999). Özdeş paralel 

makinelerde işlerin işlem süreleri eşitken, ilişkisiz paralel makinelerde işlem 

süreleri makineye bağımlıdır (Fanjul-Peyro vd., 2019). En yaygın amaç 

makespan minimizasyonu olsa da toplam tamamlanma zamanı, toplam 

ağırlıklı tamamlanma ve geciken iş sayıları gibi ölçütler de sık çalışılmıştır 

(Mor vd., 2025). Çözümde tam yöntemlerin üstünlüğünün yanı sıra problem 

boyutu büyüdüğünde gerçek yaşam kısıtları ve yeni yapısal özellikler 

eklenmesi ile sezgisel ve meta-sezgisel yöntemler öne çıkmaktadır (Hautz vd., 

2025). 

Klasik akış tipi modelde makineler seri yerleşir ve her iş başlangıç 

makinesinden son makineye kadar aynı rotadan geçer. Her iş farklı 

makinelerde yapılan operasyonlardan oluşur ve bu operasyonlar belirli bir 

öncelik yapısına sahiptir (Baker ve Trietsch, 2018). Permütasyon akış tipi 

modelde, ilk makinedeki iş sırasının tüm makinelerde korunması amaçlanır 

(Singh vd., 2020). Beklemesiz akış tipi modelde bir iş başladıktan sonra 

sonraki aşamalarda işlerin beklemeden devam etmesi gerekir (Utama vd., 

2024). Blokeli akış tipi modelde ise, ara tamponun sıfır ya da sınırlı olduğu ve 

sonraki makine hazır değilse önceki makinenin bloke kaldığı durum söz 
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konusudur (Takano ve Nagano, 2020). Akış tipi modellerin çözümünde 

güncel eğilimler neticesinde karmaşıklaşan problem düzeyleriyle başa çıkmak 

için simülasyon tabanlı modeller ve meta-sezgisellerin kullanımı artmaktadır 

(Prabhu vd., 2024). Bazı işlerin bazı aşamaları atlayabildiği, sırayla tüm 

makinelerde işlem görmediği durumlarda da esnek akış tipinden söz edilir. 

İşlerin rotaları birbirinden farklılık gösteriyorsa, atölye tipi modeller ortaya 

çıkar. Her işin kendine özgü bir rotası bulunabilir ve bu modelde her bir işin 

operasyon süreci boyunca makine ziyaretlerinin sayısı kısıtlı veya tekrarlı 

olacak şekilde çeşitlenebilir. Açık atölye tipinde ise herhangi bir operasyon 

sırası zorunluluğu yoktur (Destouet vd., 2023). 

Problem Varsayımları 

Üretim çizelgelemede determinist işlem süreleri, sabit makine 

kapasitesi ve statik ortam klasik modellerin çekirdeğini oluşturur; ancak 

pratikte çoğu zaman sistem ortamı bu kadar sade değildir (Sabuncuoglu ve 

Goren, 2009). Özellikle modern üretim sistemlerinde araştırma ortamları daha 

çok dinamik, belirsiz, değişken kapasiteli olup bakım ve arıza içermektedir 

(Khakifirooz vd., 2024).  

Deterministik işlem süreleri varsayımı, her operasyonun süresinin önceden 

bilindiği ve sabit kabul edildiği anlamına gelir (Allahverdi, 2022). Sabit 

makine varsayımında, kapasitenin plan ufku boyunca değişmediği ve 

makinenin sürekli erişilebilir olduğu varsayılır. Ayrıca her makinenin aynı 

anda yalnızca bir işi işlediği ifade edilmektedir. Statik ortam varsayımı ise tüm 

işlerin ve koşulların en baştan bilindiği, çoğu modelde işlerin sıfır zamanında 

hazır olduğu ve çizelgeleme esnasında yeni iş gelmediği kurgusuna karşılık 

gelir (Lohmer ve Lasch, 2020). 

Statik ortam varsayımı üretim dinamikleri yok sayıldığında çizelgeleri 

hızla uygulanamaz hale getirir ve bu durum sık yeniden çizelgeleme ihtiyacı 

doğurur (Li vd., 2003). Böylelikle çizelgeleme gerginliği yaşanabilir ve teslim 

tarihlerine uymada sorunlar ortaya çıkabilir; bu da güvenilirliği düşürebilir 

(Yellig ve Mackulak, 1997). Determinist süreler varsayımı da çoğu ortamda 

makinelerin durumu, işçi yetkinliği, yorgunluk ve malzeme gecikmesi 

nedeniyle zayıflar. Benzer şekilde, kapasiteyi sabit görmek, arızayı, önleyici 

bakımı, fazla mesaiyi, zamanla değişebilen kapasiteyi ve işgücünün 

uygunluğunu devre dışı bırakır (Yao vd., 2022). Bu sebeplerle araştırmalar 
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dinamik ve stokastik ortamları çizelgelemek gereğini ortaya çıkarmaktadır 

(Branke vd., 2016). 

Dijitalleşme ile Değişen Üretim Ortamı 

Endüstri 4.0'ın entegrasyonu, fiziksel sistemler ile dijital süreçler arasında 

sürekli bir veri akışı sağlayarak üretim hatlarında dinamik bir karar alma 

mekanizması oluşturulmasını gerektirmektedir (Woschank vd., 2024). Bu 

süreçte Nesnelerin İnterneti aracılığıyla elde edilen büyük veriler, karmaşık 

üretim ortamlarındaki performans darboğazlarını erkenden tanımlayarak 

hataya açık süreçlerin optimizasyonunu mümkün kılar (Kilic vd., 2018).  

Ayrıca, gerçek zamanlı veri analitiği sayesinde üretim birimleri otonom 

kararlar alarak talep dalgalanmalarına karşı esneklik kazanmakta ve kaynak 

planlamasını çok daha hassas bir şekilde yönetebilmektedir (Alkış vd., 2020).  

Büyük veri yönetimi ve akıllı nesnelerin bütünleşik kullanımı, işletmelerin 

değer zincirini dijital bir altyapı üzerinden dönüştürerek hem içsel süreçlerin 

hem de piyasa beklentilerinin gerçek zamanlı olarak izlenmesini 

sağlamaktadır (Jiao vd., 2021). Bu dönüşüm, hiper bağlantılı ve 

merkezsizleşmiş bir üretim ekosistemine geçişi tetikleyerek, sistemlerin 

çevresel değişimlere otonom ve eşzamanlı olarak adapte olmasını mümkün 

kılmaktadır (Calderon-Monge ve Ribeiro-Soriano, 2024). Bununla birlikte, 

dijital ikiz ve siber-fiziksel sistemlerin uygulanması, sanal modeller üzerinden 

üretim senaryolarının simüle edilmesine olanak tanıyarak belirsizliklerin 

yönetimi için stratejik bir çerçeve sunmaktadır (Luo vd., 2023). Söz konusu 

teknolojik entegrasyon, üretim süreçlerinde meydana gelen fiziksel olayların 

sanal ortamda sürekli olarak izlenmesini sağlarken, aynı zamanda sensör 

verileri aracılığıyla anlık performans analizlerinin ve arıza tahminlerinin 

gerçekleştirilmesine de olanak tanımaktadır (Aka, 2025; Ferreira vd., 2020). 

Bunun yanı sıra, kimyasal süreçlerden lojistik operasyonlara kadar geniş bir 

yelpazede uygulanan bu otonom parametre ayarlamaları, üretim rotalarının 

değişken ürün özelliklerine göre dinamik biçimde optimize edilmesini 

mümkün kılmaktadır (Çetinkaya, 2021). Söz konusu dijital ayak izleri ve 

kesintisiz bilgi alışverişi, operasyonel şeffaflığı artırarak işletmelerin riskleri 

minimize etmelerine ve stratejik kararlarını yüksek verimlilikle 

uygulamalarına temel teşkil etmektedir (Yüksekbilgili ve Çevik, 2018). Bu 

teknolojik dönüşüm, makinelerin birbirleriyle ve insanlarla iş birliği içinde 

çalışmasına olanak tanıyarak değer zinciri üzerindeki tüm unsurların 
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entegrasyonunu ve kaynak verimliliğini en üst düzeye çıkarmaktadır (Tekin, 

2018). 

Dinamik ve Gerçek Zamanlı Çizelgeleme 

Çizelgelemede belirsizlik birçok farklı biçimde ortaya çıkabilir. Faaliyet 

sürelerinin tahmini yanlış olabilir, makineler arıza yapabilir, işçiler 

hastalanabilir, hava koşullarından dolayı gecikmeler yaşanabilir, yeni ve 

beklenmedik faaliyetler eklenebilir. Bu tür belirsizliklerin tümü temel 

çizelgenin uygulanamaz olmasına neden olur. Yönetimler genelde bu tür 

aksamalarla başa çıkmak için önceden proaktif planlar yapma eğilimindedir; 

ancak yine de reaktif planlara ihtiyaç duyabilirler (Deblaere vd., 2011). Bu 

noktada, çevrimiçi çizelgeleme, reaktif çizelgeleme ve öngörücü reaktif 

çizelgelemeden bahsetmek yararlı olacaktır. 

Çizelgeleme sürekli devam eden bir süreçtir (Engell, 2009; Subramanian 

vd., 2012), ancak uzun vadeli çizelgeleme modellerinin çözümü hesaplama 

açısından çok maliyetli olduğu için makul belirsizliğe sahip sonlu ufuklu 

modeller kullanılmalıdır. Dinamik çizelgeleme ve online çizelgeleme de 

denen bu planlama esnasında, gerçek zamanlı bozulmalar yaşanabileceği için 

zaman geçtikçe elde edilen bilgiler sürece dahil edilerek çözüme katkı 

sunması hedeflenir (Ruhlusaraç ve Çalışkan, 2020). Bu nedenle çevrimiçi 

çizelgeleme, yalnızca tetikleyici olayların gerçekleşmesi üzerine değil, aynı 

zamanda yeni bilgileri dikkate almak için periyodik olarak güncellenmeye 

dayanan yeniden çizelgeleme barındırdığı için yeniden çizelgelemenin bir 

genellemesidir (Gupta vd., 2016). 

Karar vericiler, çizelgeleme boyunca herhangi bir kaynak kesintisi 

meydana gelmesi durumunda, kesintilerin etkisini en aza indirebilmek için 

gerçek zamanlı ve doğru kararlar almalılardır, bu esnadaki planlara reaktif 

planlar denir. Reaktif çizelgeleme yaklaşımları ise beklenmedik sonuçlardan 

kaçınmayı ve ardından istenmeyen etkilere dayanarak çizelgeyi onarmayı 

ve/veya gözden geçirmeyi amaçlar (Chakrabortty vd., 2021). 

Öngörücü reaktif çizelgelemede, önce bir temel çizelge oluşturulur ve 

aksaklığa yanıt olarak gerçek zamanlı olarak yeniden çizelgelenir. Bu yöntem, 

temel çizelge ve reaktif prosedürlerin bir kombinasyonunu kullanır. İlk olarak, 

işlerin operasyonlarının planlanan başlangıç ve bitiş zamanlarını belirleyen 

tahmini bir çizelge oluşturulur. Daha sonra bu çizelge beklenmedik 

aksaklıklara yanıt olarak güncellenir (Ruhlusaraç ve Çalışkan, 2022). 
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Yapay Zekâ Tabanlı Çizelgeleme Yaklaşımları 

Endüstri şirketleri için verimlilik ve üretkenliğin artırılması şarttır ve yapay 

zekâ kullanımı, süreç optimizasyonunu sağlayarak sonuçları artırarak bu 

hedeflere ulaşmak için hayati bir strateji haline gelmiştir (Silva vd., 2025). Bu 

nedenle, geleneksel çizelgelemenin dezavantajlarından kaçınmak için 

araştırmacılar esnek karar vermeyi sağlayan, belirsizlikle başa çıkan ve çok 

yönlü kısıtlamaları optimize eden yapay zekâ tabanlı çizelgeleme yaklaşımları 

üzerinde araştırmalar yapmaktadır (Siryala vd., 2026). Bu bölümde incelenen 

uygulamalar ise makine öğrenmesi, derin öğrenme, pekiştirmeli öğrenme ve 

hibrit yaklaşımlardır. 

Makine öğrenimi, otomatik bilgi edinme yöntemleri sınıfına verilen addır. 

Bir sisteme öğrenme yeteneği kazandırmak, ona uyum sağlama yeteneği 

kazandırır. Otomatik bilgi edinmenin en önemli nedenlerinden biri, 

uzmanlardan bilgi edinmenin zorluğundan kaynaklanmaktadır (Aytug vd., 

1994). 

Makine öğrenimi, gecikme özelliklerine dayalı olarak faaliyet zaman 

aralıklarını tahmin ederek veri odaklı planlamayı destekleyebilir. Bu 

teknikler, önceki işlerden elde edilen bilgileri kullanarak tahminleri daha 

hassas hale getirir, ancak başarıları tamamen bu bilgilerin kalitesine ve 

erişilebilirliğine bağlıdır (Alikhani vd., 2023). 

Derin öğrenme, birden fazla işlem katmanından oluşan hesaplama 

modellerinin verilerin birden fazla soyutlama seviyesindeki temsillerini 

öğrenmesini sağlar. Bu yöntemler, konuşma tanıma, görsel nesne tanıma, 

nesne tespiti, ilaç keşfi ve genom gibi birçok alanda en son teknolojiyi önemli 

ölçüde geliştirmiştir. Derin öğrenme, bir makinenin her katmandaki temsili 

hesaplamak için kullanılan iç parametrelerini önceki katmandaki temsilden 

nasıl değiştirmesi gerektiğini gösteren geri yayılım algoritmasını kullanarak 

büyük veri kümelerindeki karmaşık yapıyı keşfeder. Derin evrişimsel ağlar, 

görüntü, video, konuşma ve ses işlemede çığır açarken, tekrarlayan ağlar 

metin ve konuşma gibi sıralı verilere ışık tutmuştur (LeCun vd., 2015). Derin 

öğrenme, karmaşık doğrusal olmayan etkileşimleri modelleyerek makine 

öğrenmesini genişletir ve büyük ölçekli tahmin ve planlama performansı için 

örüntü tanıma konusunda umut vadetmektedir (Hatami vd., 2022). 

Pekiştirmeli öğrenme, hesaplama ajanlarının çevreyle etkileşim ve ödül 

maksimizasyonu yoluyla en uygun karar verme politikalarını öğrenmelerini 
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sağlayan bir yöntemdir. Yöntem, planlamayı sıralı bir karar verme süreci 

olarak modelleyerek sistemlerin proje ortamıyla etkileşim kurmasını ve en 

uygun politikaları öğrenmesini sağlar. Pekiştirmeli öğrenmeye dayalı 

çerçeveler, uyarlanabilir ve gerçek zamanlı planlama için oldukça umut 

vericidir, ancak genellikle yüksek işlem gücü ve eğitim maliyetlerine neden 

olur (Li vd., 2024). 

Üretim çizelgeleme problemlerinde kullanılan yapay zekâ tabanlı 

yaklaşımları üç grupta toplayabiliriz: meta-sezgiseller, hiper-sezgiseller ve 

hibrit yaklaşımlar. Doğal hayattan esinlenerek tasarlanan meta-sezgiseller ile 

hangi sezgiselin kullanılacağını test eden hiper-sezgisellerin bulunduğu 

ortamda, çeşitli avantajları nedeniyle farklı sezgisellerin bir arada kullanılması 

durumunda hibrit yaklaşımlar ortaya çıkar. Dolayısıyla bu yaklaşımlar, birden 

fazla yapay zekâ tabanlı optimizasyon algoritmasının (tabu arama, yerel 

arama, genetik algoritma, tavlama benzetimi gibi) birleştirilerek daha üstün 

sonuçlar elde edilmesini sağlamaktadır (Palamutçuoğlu, 2022). 

Klasikten Yapay Zekâya Geçiş Analizi 

Klasik yaklaşımlarda çoğunlukla problemi modelle ve çöz kültürü 

hâkimken, yapay zekâ tabanlılarda sistemin yaklaşımı “veri gözlemle, 

örüntüyü öğren ve karar ver” şeklindedir. Klasik modelleri statik ortamlarda, 

önceden bilinen varsayımlarla uygulamak mümkünken, dijital üretim 

ortamlarında belirsiz zamanlarda, beklenmedik olaylar eşliğinde dinamik 

çizelgeleme yapmak esnekliği yapay zekâ ile sağlanabilir. Ayrıca klasik 

çizelgelemede çözüm üretme çoğunlukla önceden belirlenmiş bir algoritmik 

yapıdayken, yapay zekâ tabanlı sistemlerde karar verme mekanizması veriden 

veya etkileşimden öğrenilebilir (Zhang ve Zhu, 2025). Klasik yaklaşımlardan 

yapay zekâ tabanlı yaklaşımlara geçişte yapısal özelliklerin karşılaştırıldığı 

Tablo 1, bu yaklaşımların özet olarak yalnızca modellenme şeklini, 

esnekliğini ve öğrenme boyutunu dikkate almıştır. 
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Tablo 1: Yaklaşımların Yapısal Karşılaştırılması 

Özellik Klasik Yapay Zekâ 

Modelleme Açık Veri tabanlı 

Esneklik Düşük Yüksek 

Öğrenme Yok Var 

(Kaynak: Yazar tarafından oluşturulmuştur.) 

Bu dönüşüm, sistemlerin insan bilişsel süreçlerini taklit eden modellerden 

ziyade, üst düzey çözüm odaklı ve özgün teknolojik bileşimlerin hedeflendiği 

yeni bir performans ölçütüne evrilmesini zorunlu kılmıştır (Demirkan, 2025). 

Geleneksel yöntemlerdeki görev odaklı kıyaslamalar yerini, sistemlerin 

veriden bağımsız öğrenme ve esnek adaptasyon kapasitelerini merkeze alan 

yetenek odaklı ölçüm modellerine bırakmaktadır (Dwivedi vd., 2019). Bu 

süreç, yapay zekâ sistemlerinin doğrusal performans artışlarından ziyade, 

farklı bilişsel alanlardaki olgunluk düzeylerini ve gelişimsel potansiyellerini 

standardize eden bütüncül değerlendirme çerçevelerine olan ihtiyacı 

artırmaktadır (Putnoki ve Orosz, 2026). Bilhassa, sistemlerin başarı oranlarını 

doğrusal kıyaslamalar üzerinden okumak yerine, yapay zekâ araştırma 

faaliyetlerini çok boyutlu ve birbiriyle kıyaslanabilir bir ölçeğe taşımak, 

mimarilerin genel zekâya ulaşma eğilimlerini analiz etmek açısından kritik 

önem arz etmektedir (Martínez-Plumed vd., 2020). 

Dijitalleşme, üretim çizelgelemesini tamamen klasik optimizasyon 

modellerinden koparmaktan ziyade, bu modellerin veri, öğrenme ve gerçek 

zamanlı karar verme yetenekleriyle bütünleştirildiği hibrit bir paradigma 

doğrultusunda dönüştürmektedir. Aksi halde tek başına yapay zekâ tabanlı 

çizelgelemenin başlıca sorunları (Ngwu vd., 2026); 

• Veri bağımlılığı, 

• Eğitim maliyeti, 

• Modelin açıklanabilirliği, 

• Yeni problem boyutlarına genellenebilirlik, 

• Gerçek üretim ortamlarında doğrulama eksikliği, 

• Endüstriyel bilgi sistemleriyle entegrasyon, 

• Büyük durum/eylem uzaylarında ölçeklenebilirlik, 

• Güvenilirlik ve karar güçlülüğüdür. 
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Sonuç 

Son gelişmelerin de açıkça gösterdiği üzere, çizelgeleme karar verme 

problemi olmaktan çıkıp öğrenen bir sistem problemi hâline gelmektedir. Uç 

yapay zekâ uygulamaları gerçek dünya cihazlarında yapay zekânın 

kullanılabildiği örneklerdir. Bu örneklerde, bir bulut hizmet sağlayıcısı gibi 

merkezi bir veri sistemine ihtiyaç duyulmadan, doğrudan ağın uç noktasında 

kullanıcılara yakın yerde yapay zekâ hesaplamaları yapılarak daha çevik, 

düşük gecikmeli, tutarlı ve sürekli hizmet alınabilmektedir (Singh ve Gill, 

2023). Dijital ikiz teknolojisi kullanımı, fiziksel sistemlerin sanal 

modellerinin oluşturulmasını, üretim süreçlerinin simülasyonunu, 

optimizasyonunu ve tahmine dayalı analizini kolaylaştırır. Doğrudan insan 

gözlemine gerek kalmadan dijital ikizler operasyonel performans ve 

potansiyel arızalar hakkında kritik görünürlük sağlar (Ruhlusaraç, 2025). 

Geleneksel yaklaşımlar, özellikle büyük veri hacimlerinin işlenmesi 

bağlamında, gerçek zamanlı atölye üretiminin planlanması ve yönetimi söz 

konusu olduğunda önemli zorluklarla karşılaşır. İşte burada yapay zekâdaki 

son gelişmeler devreye girmekte ve üretim sistemlerindeki öngörülemeyen 

olaylara ve sık sık meydana gelen aksamalara anında yanıt vermeyi sağlayan 

daha gelişmiş algoritmalar sunmaktadır. Buna karşılık, geleneksel yöntemler 

makine öğrenimi ve derin pekiştirmeli öğrenme gibi tekniklere kıyasla önemli 

sınırlamalar taşımaktadır. Bu sınırlamalar, parametrelere duyarlılık, 

yakınsama hızı, arama alanını kapsamlı bir şekilde keşfetme yeteneği ve 

standart olmayan sorunları ele alma veya sorun özelliklerindeki ve 

kısıtlamalarındaki değişikliklere uyum sağlama performansı gibi çeşitli 

yönlerde kendini gösteriyor. Öte yandan, bahsedilen yeni araçlar yüksek 

öğrenme yeteneği, karmaşık sorunları çözmede iyileştirilmiş performans, 

diğer tekniklerle sorunsuz entegrasyon, karmaşık arama alanlarının daha 

verimli keşfi ve sorunlardaki veya ortamdaki değişikliklere yanıt olarak 

dinamik uyum yeteneği gibi birçok önemli avantaj sunuyor (Hassan vd., 

2024). 

Gelecekte, yapay zekâ tekniklerinin kullanımı insan müdahalesine daha az 

bağımlı olacak ve giderek daha güvenilir ve daha zamanında sonuçlar 

sağlayacaktır. Bu tekniklerin sunduğu yetenekler, bakım programlarının 

tanımlanması, makinenin kullanılabilirliği ve gerçekleştirilecek iş emirleri 

gibi görevlerin hızlı ve dinamik bir şekilde yönetilmesine olanak tanır. Genel 
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olarak, klasik yaklaşımların hâlen devrede olduğu ve yapay zekânın 

tamamlayıcı bir rol üstlendiği söylenebilir. Bu alanda yapay zekâ kullanımının 

olumlu bir etkiye sahip olduğu ve üretim tahminlerinin kalitesinde önemli 

iyileşmeler sağladığı sonucuna varılabilir. 
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